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基于多电流特征形态组合模式挖掘的层冷辊
电机故障诊断
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摘　要：　针对人工点检层冷辊电机存在过度维修和故障漏报的问题，本文提出一种基于多电流特征形态组合模

式挖掘的故障诊断方法 . 该方法选取与故障相关的六种关键电流特征，计算各特征的上下分位数形成边界，采用

Bayes-L-BFGS（Bayes Limited-memory Broyden-Fletcher-Goldfarb-Shanno）算法自动拟合出各特征的边界形态；针对形态

样本少的问题，本文提出一种用于形态识别的 SCNN（Spetial  Convolutional Neural Network）-Transformer模型 .  通过训

练 Siamese-CNN准确识别边界形态，并训练Transformer识别边界时序关系与形态变化程度，融合两个模型的识别结果

确定边界形态类型；以边界形态类型作为基因片段，采用遗传算法挖掘出不同故障对应的多电流特征形态组合模式，

形成用于故障类型匹配的形态组合模式库 . 在某钢厂层冷辊电机上对本文方法进行在线验证，准确率超过 90%，无关

键故障漏报与误报 .
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Fault Diagnosis of Laminar Cooling Roller Motor Based on
Morphological Combination Patterns Mining of Multi-Current Features
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Abstract：　Aiming at the problems of excessive maintenance and fault omission of laminar cooling roller motor in 
the manual inspection layer, this paper proposes a fault diagnosis method based on morphological combination patterns min⁃
ing of multi-current features. This method selects six key current features related to the fault, calculates each upper and low⁃
er quantiles of the features to form the boundary, and the Bayes-L-BFGS (Bayes Limited-memory Broyden-Fletcher-Gold⁃
farb-Shanno) algorithm is used to automatically fit the boundary morphology of each feature. For the problem of few mor⁃
phological samples, a SCNN (Spetial  Convolutional Neural Network)-Transformer model for morphological recognition is 
proposed. By training Siamese-CNN, the model accurately identifies the boundary morphology, and trains Transformer to 
identify the boundary timing relationship and the degree of morphological change, and combines the recognition results of 
the two models to determine the morphological type. The paper uses the morphological type as the gene segment, and the 
genetic algorithm is used to mine the morphological combination patterns of multi-current features corresponding to differ⁃
ent faults. The fault morphological combination patterns is used to form a morphological combination patterns library for 
fault type matching. The proposed method is verified online on laminar cooling roller motors in a steel mill, and the accura⁃
cy rate exceeds 90% with no missing or false alarm of key faults.
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1　引言

热轧带钢是一种通过热轧方式生产的带材和板材，

在工业过程中发挥着重要作用［1~3］. 在带钢生产过程中，

层冷段的层冷辊道主要负责将带钢从精轧机运送到卷

取机，每根辊子都由电机带动旋转 . 由于运行环境恶劣，

层冷辊电机经常出现各种故障［4］. 这些故障不仅会影响

带钢质量，还会导致非停事故，给企业带来巨大损失 .
目前企业主要依靠专家知识建立机理模型诊断电

机故障，但这需要大量的人工经验［5］. 另外，专家一般

都通过分析振动信号来诊断电机故障［6］. 然而，振动传

感器价格昂贵，维护难度大 . 而电流采集器安装在配电

柜，维护方便，基于电流信号特征分析的方法为电机故

障诊断提供了新的选择 .
近年来，机器学习成为故障诊断领域的研究热点［7］.

研究者们使用支持向量机、随机森林、贝叶斯分类器和

人工神经网络等机器学习模型对电机进行故障诊

断［8~11］. 然而这些基本模型难以挖掘复杂数据的高维特

征［12］. 作为机器学习的重要分支，深度学习在语音处理、

图像识别和故障诊断等领域得到了快速发展 ［13，14］. 深度

学习方法可以自动挖掘大数据中故障相关的各种抽象

特征，并集成故障分类自动获取诊断结果［15］，因而基于

深度学习的故障诊断方法受到学术界和工业界的广泛

重视 . 常用于故障诊断的深度学习模型有深度信念网络

（DBF）、自动编码器（AE）、长短时记忆网络（LSTM）、生

成对抗网络（GAN）和卷积神经网络（CNN）等［16~20］. 一些

研究者开始将电流信号绘图输入二维卷积神经网络

（2DCNN）识别故障形态 . Lee等人［21］基于2DCNN识别异

常形态诊断电机故障 . 然而，2DCNN只能提取局部空间

特征，无法捕捉时序内部间的关系特征 .
针对 CNN 类方法难以挖掘时序关系特征的问题，

Xiang 等［22］使用 CNN-LSTM 结构提取电流信号的时空

特征来诊断电机故障 . 但在工程应用中，只能将故障时

序依次输入 LSTM，诊断速度缓慢并且关注重要特征 .
最近，Transformer 基于多头注意力结构不仅能并行计

算时序数据，获取长距离时序的关联特征，还能选择性

地关注故障相关特征，大大提高了诊断效率 . 邱大伟等

人［23］基于前后特征矩阵，输入错误样本增强的 Trans⁃
former得到故障诊断结果 .

以上方法均需要大量样本才能训练高精度模型 . 然

而，由于工作条件复杂和故障周期长，工业设备真实故障

样本稀少，因此小样本故障诊断方法已成为研究热点 .
Zhang等人［24］率先使用Siamese-CNN模型诊断故障，并取

得了良好的效果 . 然而，Siamese-CNN 仅能提取空间特

征，不能挖掘时序内部关系；而Transformer能学习高维时

序关系特征，但会忽略一些局部空间特征，且存在故障误

漏报现象 . 为此，本文提出一种基于电流特征数据，采用

Siamese-CNN空间形态识别与Transformer时间序列关系

识别相融合的电机故障诊断方法 . 故障诊断流程如图1
所示，使用信号采集器采集的电流信号通过网络接口传

输给服务器存储，服务器程序基于采样数据通过频谱和

统计分析计算电流的故障特征信号，并选择与故障最相

关的电流特征输入深度学习模型完成故障诊断及分类 .
主要创新点总结如下：（1）选择与故障相关的电流特征信

号，计算特征信号的上下边界时序数据，采用基于Bayes-

L-BFGS优化的拟合方法对边界时序数据进行拟合获取

边界形态；（2）针对边界形态样本较少的问题，提出一种

基于小样本形态识别模型，通过对 Siamese-CNN识别的

包络形态与Transformer识别的时序关系及变化程度进行

决策融合，进而准确地判断各电流特征的边界形态类型；

（3）采用遗传算法寻优不同故障类型对应的电流特征形

态组合模式，通过组合模式的匹配在线识别电机故障类

型，完成对所有关键故障的诊断及分类 .

2　工艺说明

在钢铁热轧产线中，加热的钢坯依此经过粗轧、除

鳞和精轧，再输入层冷段使用层流喷水对带钢降温，并

通过层冷辊道运送带钢到卷取机以卷取成品 .
层冷段在对带钢进行喷水冷却时，伴随着大量水

汽进入的层冷辊电机，并且由于电机经常负载突变、变

频调速，还有钢渣容易掉落进入电机，导致电机频繁发

生各种故障 . 现场层冷辊电机发生次数较多的故障类

型分别是电机接地、轴承卡阻、螺栓松动和联轴器不

良，部分故障对应的电机电流特征信号图如图 2所示 .
图 2（a）电机接地故障发生时，ih3（电流三次谐波）和

ineg（逆相序电流）出现明显的上边界阶跃，图 2（b）螺栓

松动故障发生时，ih2（电流二次谐波）和 ih3（电流三次

谐波）出现不同程度的上边界劣化 . 因此，可以通过分

析不同电流特征的边界形态组合区分故障 .
3　基于多电流特征形态组合模式挖掘的故

障诊断

基于多电流特征形态组合模式挖掘的层冷辊电机

故障诊断框架如图3所示，首先采集电机定子电流信号，
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图1　热轧2050产线层冷辊道电机大数据故障诊断流程图
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选取能代表电机故障的关键电流特征，再提取各电流特

征的 95、05分位数，形成电流特征的边界形态；并采用

Bayes-L-BFGS算法自动拟合出各特征的上下光滑边界，

形成包络形态；针对形态样本少的问题，提出一种用于

形态识别的 SCNN-Transformer 融合模型，通过训练

Siamese-CNN准确识别包络形态、并训练Transformer识
别时序关系及变化程度，融合两个模型的识别结果确定

边界形态类型；最后根据故障记录表，建立以最小漏报

率和误报率为目标、以各电流特征的形态类型作为基因

片段、采用遗传算法挖掘故障组合模式的组合优化模

型，得到包括电机接地、轴承卡组、螺栓松动和联轴器不

良等故障的形态组合模式库，对在线电流信号从模式库

中以模式匹配的方法识别故障类型 .
3. 1　电流特征形态提取

从数据采集器采样的三相电流数据中提取各种电

流特征，再进行故障相关性分析、粗糙集属性约简和最

终的现场专家筛选确认，获取各类故障相关的电流初

始特征 . 基于故障台账和电流初始特征，建立初步的故

障决策表，并采用式（1）离散化各类电流特征：

δ = (zmax - zmin )/k （1）
以电流二次谐波为例：zmax、zmin 表示电流特征的最

大频谱值与最小频谱值，k代表划分区间数 . 选取粗糙

集分辨矩阵中故障发生时出现频率高且变化属性组合

较短的特征，并采用循环删除法对属性重要性进行排

序，选择前 90%属性作为关键特征 . 最后筛选出与故障

相关的六种关键电流特征，包括电流二次谐波（ih2）、电

流三次谐波（ih3）、最大电流（imax）、转频二次谐波 
（mh2）、转频三次谐波（mh3）和逆相序电流（ineg）. 其

中，将每次采样的电流信号数据进行快速傅里叶变换，

计算每次采样数据基电流频率的二倍频、三倍频频谱

值，经连续采样获取 ih2 和 ih3；计算电流原始数据每 5
秒内的最大值，获取 imax；先对电流数据做解调获取调

制波形数据，再对调制波形数据做 FFT变换，提取最大

电流谐波分量对应的频率，乘以频率分辨率得到转频

谐波的转动频率（转频基频），获取转频二倍频以及三

倍频处的频谱值，得到 mh2 与 mh3；最后计算 2、5、8、
11、15 次电流谐波频谱累加值，获取逆序电流 ineg. 计

算各电流特征数据的一小时 95分位数与 05分位数，提

取信号的上下边界数据，拼接为一个二维形态时序数

组作为 Transformer 的时间序列输入 . 为了获得光滑的

边界空间形态，需要对边界数据进行拟合 .
采用Bayes-L-BFGS算法分段拟合边界数据以提取

边界形态 . 首先采用式（2）所示的多分段拟合函数，对任

意单边边界数据xÎR1´ l（l为数据点个数）进行分段拟合 .

x̂ =

ì

í

î

ï
ïï
ï
ï
ï

ï
ïï
ï
ï
ï

k1 + k2 (t - b1 )b1 ≤ t ≤ b2                                           

k1 + k2 (t - b1 )+ k3 (t - b2 )b2 ≤ t ≤ b3                     

                                    
k1 + k2 (t - b1 )+ + knb

(t - bnb - 1 )bnb - 1 ≤ t ≤ bnb

（2）

其中，n表示所有断点个数的可能取值，n = 12nb；B

表示所有断点位置的横坐标，B = b2 b3 bnb - 1. 转换

成矩阵表达式为

x̂T =Ak （3）
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图2　电机电流信号特征图
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图3　基于多电流特征形态组合模式挖掘的层冷辊电机故障诊断框架图
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其中，x̂T =[x1 x2 xh ]T，h 表示分段数，AÎ h ´ nb 为分

段回归矩阵

A =

é

ë

ê

ê

ê

ê
êê
ê

ê

ê

ê ù

û

ú

ú

ú

ú
úú
ú

ú

ú

ú1 t1 - b1 0  0
1 t2 - b1 t2 - b2  0

    
1 tn - b1 tn - b2  tn - bn

ḃ
- 1

，

k =[k1 k2 knb
]T kÎ R1 ´ nb，k 表示斜率差值向量，为待

优化参数 . 采用最小二乘残差平方和函数作为优化

目标：

SSR = (Ak - x)T (Ak - x) （4）
式（4）为确定损失函数 SSR关于断点个数N的函数

表达式，使用Bayes优化算法获取使损失函数最小的断

点个数 n*，n* Î n，再采用运行速度快的 L-BFGS 算法确

定全局最优的断点位置组合 B*，B* Í B，最后使用最小

二乘法对每一段进行线性回归，获得全局最优的斜率

差值向量 kÎ R1 ´ nb，其中 k* = (AT A)-1 AT x，确定最优的

分段拟合函数 . 上下边界数据的分段拟合函数绘图即

为光滑的包络形态图像，作为 Siamese-CNN的空间形态

输入 .
3. 2　电流特征形态识别

电流特征形态识别框架如图 4所示，将包络形态图

像输入 Siamese-CNN识别边界空间形态，将时序形态数

组输入 Transformer 识别时序关系类型及故障程度，融

合两个模型的输出结果获得各电流特征的形态类型 .

3. 2. 1　Siamese-CNN识别包络形态

由于边界形态图像由简单线条组成，使用一层含

有少量卷积核的卷积层即可提取其空间特征 . 选用

Triplet三元训练模式，随机循环选择三张形态图像组成

模型训练样本集{xi
A x

i
P∣xj

N }，其中，xi
A 和 xi

P 属于同一形

态类型，xi
A 和 xj

N 属于不同形态类型；训练样本经过卷

积层提取的特征向量分别为 f (xi
A )、f (xi

P )、f (xj
N )，计算

公式为

f (x)=  Flatten(ReLU(Wc*x + bc )) （5）
采用标准的Triplet损失函数：
J (xi

A x
i
P x

j
N )

=∑
i = 1

M

max(||f (xi
A )- f (xi

P )||2 - ||f (xi
A )- f (xj

N )||2 + α0)
（6）

其中，M 表示形态类型总数，当{xi
A x

j
N }和{xi

A x
i
P }的特

征距离差大于边界 α 时，损失函数 J 取 0，反之取

||f (xi
A )- f (xi

P )||2 - ||f (xi
A )- f (xj

N )||2 + α，当所有 Triplet 样本

的特征距离差大于边界 α时，训练结束 . 使用模型识别

形态类型时，提出一种如式（7）所示的相似度概率计算

公式，选择最大的概率PS (K)max所对应的形态类型作为

Siamese-CNN的形态识别结果：

PS (K)= 1 -
∑
i = 1

N

 f (x test )- f (xK
i )

2

∑
j = 1

C ∑
i = 1

N

 f (x test )- f (xj
i )

2
（7）

其中，x test 表示测试样本，C 为所有形态的总类数，N 为

每类形样本总数，xK
i 、xj

i分别表示K、j类形态样本 .
3. 2. 2　Transformer识别时序关系及形态变化程度

采用 Transformer模型基于特征时序数据识别异常

形态类型，并区分故障严重程度 . 为保留形态时序数据

间的相对位置信息，提出一种时间序列位置信息嵌入

方法，位置编码数组E中元素 eij表达式如式（8）所示：

eij =
(i - 1)n + j - 1

2n - 1
i = 12； j = 12n （8）

将 E 与形态时序数组 S 对应元素相加获得带位置

信息的数组X = E + S，其中S表示上下分位数二维数组，

由 95 分位数数组和 05 分位数数组组成，n 表示分位数

数组的长度 . 将 X 进行线性变换获取注意力模块的查

询 Q =W Q X、键 K =W K X 和值 V =W V X，其中，W Q、W K

和 W V 是 Q、K 和 V 对应的参数矩阵 . 采用注意力计算

公式：

Att(QKV )= soft max ( QK T

dk )V （9）
拼接每个注意力头的校准后特征，得到多头注意

力Multihead (QKV )，对多头注意力的输出进行残差连

接和层归一化，得到注意力加权重新校准后的输出：

XAtt =  LayerNorm (X +  Multihead (QKV )) （10）
其中，LayerNorm()表示层归一化函数 . 经过两层 1*1

卷积层后的输出再次与XAtt进行残差连接与层归一化，

得到输出 Xconv. 经过 N 层多头注意力模块加前馈神经
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网络的输出向量为X N，再输入全连接层计算 softmax概
率，选择最大概率PT (K)max对应的形态作为测试样本的

形态 .
3. 2. 3　模型融合

采用一种决策级融合的方法融合 Siamese-CNN 和

Transformer的输出获得最终的形态识别结果Koutput：

Koutput =

ì

í

î

ï

ï

ï

ï

ï

ï

ï

ï

ï
ïï
ï

ï

ï

ï

ï

ï

ï

ï

ï

ï

ï

ï

ï

ï

ï

ï
ïï
ï

ï

ï

ï

ï

ï

ï

ï

ï

KT KS KT Î Faults 
KS =KT

KS KS KT Î Faults 
KS ¹KT PT (K)max ≤ Th

KT KS KT Î Faults 
KS ¹KT PT (K)max > Th 
PS (K)max < PT (K)max

KS KS KT Î Faults 
KS ¹KT PT (K)max > Th 
PS (K)max ≥ PT (K)max

KS KS Î Faults KT Î Normal 
Retrain
KT KS Î Normal 
KT Î Pseudo_Faults

（11）

其中，KS、KT 分别表示 Siamese-CNN、Transformer的形态

识别结果，Th 表示 Transformer 输出最大概率的阈值，

Normal，Faults分别表示正常形态、异常形态集合，正常

形态为双边界平稳，异常形态集合为｛双边界上阶跃，

双边界下阶跃，双边界劣化，上边界阶跃，上边界劣

化｝，Pseudo _Faults 表示伪异常形态集合且与 Faults 相

同，KS =KT、KS ¹KT 分别表示模型识别结果是否属于同

一类型，Retrain表示重新训练模型 . 首先将Transformer
输出同一形态不同程度归为一种形态，则两种模型都

具有 6 种形态 . 若两个模型识别结果为同一形态则以

Transformer 输出为准；若两个模型识别的异常形态不

同，且 PT (K)max 小于等于阈值，则以 Siamese-CNN 输出

为准；若两个模型识别的异常形态不同，PT (K)max 大于

阈值且PS (K)max 小于PT (K)max，则以 Transformer的输出

为准；若两个模型识别的异常形态不同，PT (K)max 大于

阈值且 PS (K)max 大于等于 PT (K)max，则以 Siamese-CNN
的输出为准；若 Siamese-CNN和Transformer识别的分别

是异常与正常形态，表示 Transformer漏报，应重新训练

好 Transformer后，再根据上述条件判断异常形态类型；

若 Siamese-CNN 和 Transformer 分别识别的是正常和异

常形态，表示 Transformer 误报，应以 Siamese-CNN 识别

的形态类型为准 . 识别出形态后，根据Transformer的初

始输出进一步判断形态的变化程度（注意或异常），获

取最终的形态识别结果 .
3. 3　多电流特征形态组合模式挖掘

每种电流特征都可能出现 6种形态中的一种，需要

从中筛选出故障对应的电流特征形态组合 . 多电流特

征形态组合模式挖掘过程如图 5所示 . 在组合优化中，

只考虑识别为异常情况的 6种形态，并以数字代表形态

类型：双边界上阶跃（DBUS）、双边界下阶跃（DBLS）、上

边界阶跃（UBUS）、双边界劣化（DBD）、上边界劣化

（UBD）、双边界平稳（DBS）分别用 0、1、2、3、4、5数字表

示 . 形态在基因片段中所处的位置代表不同的电流特

征，各特征在基因片段中的排列顺序为［ih2，ih3，imax，
mh2，mh3，ineg］. 对每个电流特征 24小时的窗口数据，

提取每个窗口数据一小时的 95、05分位数并拟合边界

形态，使用 SCNN-Transformer模型识别各电流特征的窗

口数据边界形态，采用遗传算法挖掘各特征在不同故

障类型下的形态组合模式 .
随机初始化基因片段种群，经过交叉变异后产生

新的子代种群，将子代种群的基因片段与各故障标记

形态组合对应位置的形态组合值逐一相减，获得形态

差值表，再提取差值表中值为0的位置（电流特征）和形态

值（形态类型），得到形态位置组合表，计算过程如式（12）
所示：
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g 1

1 g 2
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û
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ú
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ú

ú
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（12）
其中，{g 1

i g
2
i g 6

i }、{l 1
i l

2
i l 6

i }分别表示子代种群中

的基因片段与故障标记形态组合，mn分别表示初始种

群个体数目和一类标记故障形态组合样本数，形态位

置组合表中每行前半部分是形态位置组合，后半部分

是对应形态 . 统计各故障下的各形态位置组合出现的

频次，得到矩阵：

F =

é

ë

ê

ê

ê
êê
ê
ê

ê
ù

û

ú

ú

ú
úú
ú
ú

ú
f f1

1 f f1
2  f f1

k

f f2
1 f f2

2  f f2
k

   
f fn

1 f fn
2  f fn

k

（13）

其中，f fi
j 表示 i类故障发生时的 j种形态位置组合出现

的频次 . 计算每一故障下所有形态位置组合出现的总

频次向量 N =[nf1 nf2 nfn ]T，再计算每一故障下任意

一种形态位置组合出现的频率矩阵：

D =F/N =

é

ë

ê

ê

ê
êê
ê

ê

ê ù

û

ú

ú

ú
úú
ú

ú

úd f1
1 d f1

2  d f1
k

d f2
1 d f2

2  d f2
k

   
d fn

1 d fn
2  d fn

k

(14)

选择每个故障中 d值最大的 t种形态组合计算故障误报
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率、漏报率与故障分类错误率之和R，表达式为

R =
Pf-num - Lf-num

Lf-num

+
Lf-num -Uf-num

Lf-num

+∑
i = 1

n U i
f-num -Ci

U i
f-num

   （15）
其中，Pf_num、Lf_num 分别表示模型故障次数、标签故障次

数；Uf_num表示模型正确报警故障次数，而U i
f_num代表第 i

类模型的故障正确报警次数；Ci表示正确分类次数 . 每

一轮迭代都选择种群中 d值最大的前 50%基因组合，加

入随机产生 50%新种群，进入下一轮迭代，当R值小于

某一个阈值时优化结束，获得最优的故障形态组合

模式 .
4　实验验证

4. 1　过程介绍及参数设置

实验平台为 NVIDIA GTX2080S GPU，16 GB RAM
的计算机，使用 Keras2.2.5深度学习框架训练模型 . 采

集某钢铁厂热轧 2050 产线的 39 台层冷辊电机从 2018
年6月到2020年6月的定子电流数据，采样频率为10 kHz，
每 5 秒计算一次 6 种关键电流特征的数据，绘制其图

形 . 截取在故障发生前后约一个月（共两个月）的存在

异常形态的电流特征数据，计算每小时的 95、05 分位

数，序列数据绘图如图 5（a）所示 . 以 720个点为窗口宽

度，每隔 5个点从特征序列数据中滑动截取 160个形态

样本，将 95、05 特征序列拼接为［720， 2］的二维数组，

并对12种形态打上0到11的标签，形成二维形态样本 .
按照 5：2：3的比例将所有的划分为训练集、验证集和测

试集 .
以二维形态样本训练的 Transformer 由 4 个连续的

多头注意力-前馈神经网络模块、两层全连接神经网络

网络组成，多头注意力头数为 8，大小为 64，前馈神经网

络由三层包含 1*1 卷积核的卷积层构成，核数分别为

128、192、2，全连接层的神经元数为 128、12. 目标函数

为稀疏交叉熵损失函数，batch_size 和 epoch 分别为 16
和500.

使用 Bayes-L-BFGS 算法对 12 种二维形态进行拟

合，忽视幅值高低根据形态变化合并为 6 类，形成 6 类

边界形态，每类图像样本由原来的 160 个扩展为 320
个，作为 Siamese-CNN 的输入，每张形态包络线图像大

小为（64，64）. Siamese-CNN 模型的每个 CNN 由一层卷

积层组成，卷积层中有 16个 7*7的卷积核 . 目标函数选

择三重损失函数，batch_size和 epoch分别为16和500.
4. 2　性能对比

比较使用不同 batch_size、epoch 超参数的 SCNN-

Transformer 形态识别准确率，如表 1 所示，结果发现

batch_size 选取 16与 epoch 选取 500时形态识别准确率

最高 . 使用 10 折交叉验证方法测试 GRU、LSTM、Trans
（Transformer）、S-G（SCNN-GRU）、S-L（SCNN-LSTM）和

S-T（SCNN-Transformer）这 6种深度学习模型的性能，其

中 GRU 和 LSTM 分别由两层 64单元的 GRU 层和 LSTM
层构成，S-G、S-L和 S-T分别表示 Siamese-CNN与 GRU、

Siamese-CNN与LSTM、Siamese-CNN与Transformer的混

合模型，混合模型为上述单个结构模型的并联 . 以对12
类形态测试集的分类准确率作为评价指标，10 折交叉

验证的测试结果如表 2 所示 . 可以看出在单模型运行

结果中 Transformer 在测试形态数据集上表现最好，识

别准确率提高了 5%以上，这说明Transformer在处理长

序列提取相关特征上比传统的 RNN 模型效果更好；但

混合模型比单模型效果更好，其中 SCNN-Transformer取
得了最高的测试准确率，这说明本文所提模型在本论

文数据集中表现最好 . 另外，各类模型的训练迭代速度
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不同，比较线性模型和其他模型的迭代速度，具体数值

如表 3 所示 . 可以发现，线性模型的运行速度最快，而

深度学习模型随着网络模块的增加，迭代速度逐渐下

降，但 SCNN-Transformer在牺牲部分速度的情况下仍能

满足现场需求，且精度最高 .
选取 SCNN-Transformer 测试结果最好的模型绘制

如图 6所示的混淆矩阵，可见 SCNN-Transformer模型基

本可以预测正确每一类形态类型，满足现场的形态识

别要求 . 另外，对该模型的最后一层输出进行T-SNE可

视化，结果如图 7所示，可以看出 12种边界形态的清晰

界限，证明 SCNN-Transformer学习到了本文形态的区分

特征 .
对 SCNN-Transformer 识别出的各电流特征的异常

形态，基于历史故障形态组合模式记录表，采用遗传算

法挖掘不同故障的最优形态组合模式库 . 初始种群取

1000个体，每个个体有 6个基因片段，每个基因片段的

位置表示 6种电流特征，基因片段的值代表不同类型的

边界形态 . 遗传算法迭代不同轮数对应的故障诊断准

确率结果如表 4 所示，结果显示当迭代 500 轮时，诊断

效果最好 . 取最好的一次优化结果，挖掘出各形态组合

模式库中一种典型的最优形态组合模式如表 5 所示 .
以 SCNN-Transformer识别的形态作为输入，在组合模式

库中以模板匹配的方式实现故障在线分类诊断 . 统计

从 18年 1月到 20年 6月的所有具有明显数据异常的典

型故障进行离线测试，模型报警漏报率为 0，而误报率

为 11.6%，故障分类错误率为 1.72%，R 值为 13.32%，满

足现场故障诊断低于15%的要求 .
比较傅里叶分析（FFT）、小波分析（WT）、经验模态

分析（EMD）与所提方法的故障诊断准确率，如表 6 所

示，本文方法准确率最高 . 这表明本文的特征提取方法

能更加准确地提取真正导致故障的核心特征，而这种

特征难以被信号处理方法所挖掘 .
本文方法在其他工厂的层冷辊电机也做了相同的

表5　各类故障对应形态组合模式表

故障类型

电机接地

轴承卡阻

螺栓松动

联轴器不良

ih2
DBUS
DBD

UBUS
UBUS

ih3
UBD
DBD
UBD
UBD

imax
DBS
UBD
DBS
DBS

mh2
UBUS
UBUS
DBS
UBD

mh3
UBUS
UBUS
DBS
UBD

ineg
DBDS
DBUS
UBUS
UBD

图6　SCNN-Transformer混淆矩阵图

图7　SCNN-Transformer的T-SNE特征可视化图

        表1　不同超参数对应模型的形态识别准确率结果表 单位:%

epoch
100
200
300
400
500

batch_size
8

63.67
72.67
88.63
98.34
98.33

16
67.89
73.58
90.23
98.86
99.17

32
62.36
72.61
89.67
97.78
98.89

      表2　各模型形态识别准确率测试结果  单位:%

测试

测试1
测试2
测试3
测试4
测试5
测试6
测试7
测试8
测试9
测试10
平均值

GRU
89.79
88.33
88.75
88.54
88.83
91.04
93.75
88.35
90.29
89.25
89.69

LSTM
87.38
86.89
89.81
87.38
88.35
88.83
90.29
87.86
86.04
86.71
87.95

Trans
93.13
97.29
93.54
92.50
93.96
96.46
95.83
91.25
92.92
96.67
94.31

S-G
94.17
91.26
93.20
90.83
92.71
91.26
91.75
90.78
94.66
90.29
92.09

S-L
88.13
91.26
89.58
90.29
89.32
90.78
91.25
88.33
91.75
89.32
90.00

S-T
97.71
98.75
97.51
98.76
98.34
97.93
99.17
98.33
98.96
97.29
98.28

表3　各类模型迭代时间表

模型

迭代时间/s
PCA
66

GRU
226

LSTM
276

Trans
246

S-G
445

S-L
526

S-T
513

表4　遗传算法迭代轮数对应的故障诊断准确率结果表

迭代轮数

准确率/%
100

23.63
200

52.62
300

66.54
400

89.25
500

98.33
600

98.06
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验证实验，能满足现场的故障诊断要求；另外，该方法

在大型的高压电机上也对电机本体故障进行了验证实

验，能精确分类定转子不对齐故障、转子不平衡等渐进

性劣化故障；该方法还有待于在其他应用场景，如轧

机、水泵等电机带动的设备等多种实际工序中验证其

实用性，在验证过程中对该方法继续优化改进；后续也

会在标准电流故障数据集中验证该方法的有效性，还

可以考虑在该框架中加入域自适应方法以提高未经训

练场景下模型的泛化能力 .
5　结论

本文提出了一种基于多电流特征形态组合模式挖

掘的电机故障诊断方法 . 选择电 6种关键电流特征，采

用 SCNN-Transformer识别各特征的边界形态，并使用遗

传算法寻优不同故障类型对应的形态组合模式 . 经过

现场验证，本文提出的方法能对各种已知电机故障进

行预警，并符合现场的最低误报漏报要求 . 但本文方法

还存在对掉渣、短路和粘铁等异常工况的少量误报警，

后续可考虑将异常工况纳入形态识别，进一步降低误

报率 .
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